
Machine Learning: evidências ou alquimia em políticas públicas no brasil?1

Fernando Filgueiras2

SINOPSE

O uso de algoritmos de machine learning se torna crescentemente presente no ciclo das políticas  
públicas. Operando grandes bases de dados, estes algoritmos produzem novas formas de racionalização do 
processo decisório, do desenho, da implementação e da avaliação dessas políticas, otimizando diversas facetas 
do seu processo mais amplo. Um dos argumentos em que se assenta o uso desses algoritmos na condução das 
políticas é o fato de eles facilitarem o trabalho com evidências, uma vez que operam grandes bases de dados. 
Neste artigo nós argumentamos que a crescente aplicação de machine learning no ciclo das políticas públicas 
não é condição suficiente para ampliar práticas baseadas em evidências. Dada a natureza e os atributos das 
dinâmicas de desenho de algoritmos de machine learning, defendemos que eles não produzem evidências, mas 
figurações do mundo baseadas em dados. Assim, traçamos uma conclusão sobre que tipos de capacidades são 
requeridas para o trabalho com inteligência artificial e seus desdobramentos na gestão pública.
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1 INTRODUÇÃO

Processos de transformação digital são fortemente conduzidos com a presença de algoritmos de 
machine learning. Quando aplicados ao ciclo de políticas públicas, esses algoritmos provocam 
mudanças disruptivas no modo de fazer e pensar o processo de formulação, tomada de decisão, 
implementação e avaliação dessas políticas (Valle-Cruz et al., 2020). Havendo máquinas inteligentes 
que interagem com humanos na condução das políticas, produzem-se mudanças epistêmicas entre 
policymakers, transformando a maneira como eles refletem e pensam o trabalho das políticas públicas 
e os parâmetros de ação governamental.

A discussão sobre inteligência artificial, entretanto, tem sido baseada em hipérboles (Car et al., 
2019), ou em uma perspectiva de riscos existenciais para a humanidade (Vold e Harris, 2021). 
Tal discussão apoia-se em retóricas, tanto no sentido da hipérbole de seu poder para beneficiar a 
humanidade, quanto dos riscos globais que ameaçam a própria existência humana. Entre esses 
argumentos retóricos, no campo das políticas públicas, afirma-se que o uso de inteligência artificial, 
especialmente a de algoritmos de machine learning, produz políticas públicas baseadas em evidências 
e, assim, amplifica as capacidades estatais.
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Circunstanciando a discussão sobre inteligência artificial entre a hipérbole e os riscos exis-
tenciais, o objetivo deste artigo é enfrentar a seguinte questão: os algoritmos de machine learning 
produzem decisões e ação governamental baseadas em evidências? Ou eles significam apenas uma 
figuração factual do mundo que transforma as bases epistêmicas das políticas públicas, mas sem 
mudanças que sejam realmente disruptivas? Iniciamos essa empreitada na seção 2 examinando os 
algoritmos de machine learning. Nas seções 3 e 4, discutimos as escolhas de arquitetura e os dilemas de 
desenho de algoritmos. Na seção 5, examinamos seu uso e aplicação no ciclo das políticas. Por fim, 
na seção 6, concluímos questionando alguns desafios para o desenho de algoritmos e sua aplicação 
no setor público. 

2 FUNDAMENTOS DE MACHINE LEARNING E SEU ALCANCE NA SOCIEDADE

Algoritmos são um conceito fundamental da ciência da computação (Knuth, 1968). Eles podem 
ser descritos como sequências de instruções ou etapas definidas para resolver um determinado 
problema, tarefa ou cálculo. O estudo e o uso de algoritmos são multidisciplinares e têm despertado 
o interesse de pesquisadores de praticamente todas as áreas da ciência, desde ciência da computação, 
matemática e engenharia até ciências sociais. Os cientistas da computação e engenheiros tendem 
a focar seu trabalho no desenho e análise de algoritmos, determinando sua eficiência, correção e 
otimização de uma perspectiva técnica.

Nos últimos anos, um progresso notável ocorreu com os algoritmos (Russell e Norvig, 2010). 
O desenvolvimento de algoritmos avançados está associado à evolução da capacidade computacional 
e à proliferação de big data. Big data diz respeito ao grande volume de dados que são coletados em 
diferentes fontes, compreendendo números, imagens, fala e textos, e armazenados e processados de 
maneira veloz em função da expansão da internet (Ekbia et al., 2014; Kitchin, 2013).

A emergência de big data possibilitou reconstruir a área de inteligência artificial e otimizar a 
presença de algoritmos de machine learning para resolver diferentes problemas. Em vez de especi-
ficar passo a passo regras e rotas que os algoritmos tradicionais seguem, os algoritmos de machine 
learning são softwares que aprendem com exemplos, dados e experiências (Samuel, 1959). Eles cal-
culam funções de aprendizado e são capazes de aprender com os dados para classificar, hierarquizar 
ou agrupar diferentes objetos de interesse. Os algoritmos de machine learning fazem parte de uma 
família de métodos de inteligência artificial que incluem aprendizado profundo e aprendizado por 
reforço (Kelleher, 2019).

Essencialmente, um algoritmo de machine learning recebe dados como entrada e produz um 
modelo que representa os padrões que o algoritmo aprendeu com esses dados (Samuel, 1962). Com 
base na estatística e na teoria da probabilidade, esses algoritmos geram resultados com algum grau 
de incerteza sobre o que é útil ou ideal.

O aprendizado de máquina abrange duas etapas, a de treinamento e a de inferência, sendo o 
processo de treinamento organizado em três grupos. No caso de aprendizado de máquina supervisio-
nado, um sistema é treinado com dados que foram previamente rotulados. O sistema então usa essas 
informações para prever as categorias de dados novos ou de teste (Kelleher, 2019). Quando nenhum 
dado é rotulado, o aprendizado não supervisionado tenta detectar funções que mapeiam exemplos 
semelhantes em clusters. O aprendizado por reforço, por seu turno, concentra-se em aprender com 
a experiência e situa-se entre o aprendizado não supervisionado e o supervisionado, fazendo com que 
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a estrutura do algoritmo trabalhe com feedbacks proporcionados pela interação entre humanos e 
máquinas. Algoritmos de deep learning – um subcampo de algoritmos de machine learning – são redes 
neurais artificiais inspiradas em insights extraídos da fisiologia e da neurociência (Kelleher, 2019).

A ciência da computação reconhece que os sistemas algorítmicos são agentes – em muitos 
casos, multiagentes – que executam várias ações em conjunto. Winston (1992), por exemplo,  
define algoritmos de inteligência artificial como o campo de estudo baseado em métodos que tornam 
possível perceber, raciocinar e construir conhecimento, de forma a modificar e racionalizar a ação. 
Russell (2019) define sistemas algorítmicos baseados em inteligência artificial como agentes que 
percebem um fluxo de entradas e produzem um fluxo de saídas para realizar um objetivo. 

Essa condição de agência é atribuída aos algoritmos por meio de regras e procedimentos 
embutidos em seus códigos complexos. Além disso, a condição de agência deriva da capacidade 
dos algoritmos de gerar conhecimento sobre um determinado objeto. Eles são, portanto, agentes 
epistêmicos cuja ação depende dos dados para tomar uma decisão ou realizar uma tarefa (McCarthy, 
1981). Porém, algoritmos de machine learning são agentes epistêmicos que realizam tarefas por meio 
de funções de aprendizado baseadas em recursos heurísticos. Dessa maneira, incertezas e informação 
incompleta são constitutivas de inteligência artificial, a qual busca a simplificação do conhecimento 
sobre questões complexas (Simon, 1995).

Algoritmos de recomendação, algoritmos de identificação de imagens, mecanismos de busca, 
algoritmos de roteamento e “agentes” digitais são exemplos de algoritmos que limitam ou eliminam 
a necessidade de envolvimento humano em algumas tarefas porque eles moldam decisões ou tarefas a 
partir dos dados de entrada e são capazes de automatizar a ação. Algoritmos são constituídos em 
instalações de fronteira, por exemplo, para substituir decisões humanas em operações de segurança 
(Amoore, 2021). Da mesma forma, algoritmos de credit score são usados para avaliar a adequação 
de um solicitante de empréstimo ou outras operações comerciais e de controle social usadas pelo 
Estado (Dai, 2020).

O fato é que algoritmos de inteligência artificial estão no centro das mudanças sociais vigentes, 
com diferentes consequências para a sociedade e para a democracia (Frischmann e Selinger, 2018). 
Isto ocorre porque algoritmos definem situações, scripts e frames para a ação social, instrumentalizando 
novas racionalidades que emergem das interações entre humanos e máquinas (Mendonça, Filgueiras 
e Almeida, 2023). Esta racionalidade está associada a mudanças epistêmicas que acontecem na 
dimensão social, tendo em vista novas dinâmicas de construção do conhecimento e novos mecanismos 
de mediação que surgem com algoritmos aplicados a diferentes campos da vida coletiva, em 
particular em governos.

No campo das políticas públicas, algoritmos de machine learning podem ter aplicações diversas, 
com potencial para aprimorar as capacidades analíticas relacionadas à construção de conhecimento 
e ao uso de evidências. Porém, existem limitações e impactos ainda não mensurados que surgem 
de uma aceitação acrítica de algoritmos de machine learning na construção de políticas públicas. 
Em muitas situações, esses algoritmos podem representar processos de alquimia na construção do 
conhecimento em políticas públicas, impactando em muitos aspectos a sociedade.
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3 EVIDÊNCIAS E MACHINE LEARNING

A capacidade de resposta a problemas públicos melhora quando formuladores de políticas usam 
evidências para apoiar a tomada de decisão. O uso de evidências amplia as capacidades estatais de 
maneira que a capacidade analítica de formuladores de políticas públicas favorece soluções baseadas 
em problemas reais, com a qualidade de resposta informada e intervenções que surgem de maneira 
sincronizada com os problemas identificados, possibilitando simulação, antecipação e melhoria do 
processo decisório. Capacidades analíticas fortalecem as capacidades estatais mais amplas, possibili-
tando aos governos construir respostas mais sólidas para os problemas públicos (Koga et al., 2023; 
Carney, 2016). Capacidades analíticas, por sua vez, requerem de formuladores habilidades para o 
trabalho com evidências em políticas públicas.

Políticas públicas baseadas em evidências compreendem um movimento a respeito da impor-
tância do uso de evidências para apoiar a produção de políticas públicas. Há um pressuposto de 
racionalidade instrumental, a partir do qual uma noção restrita de evidência é instrumento para 
a tomada de decisão, desconsiderando o processo político embutido na seleção de quais evidên-
cias, enquadramento e narrativa são empregados para atingir um fim (Carney, 2016; Parkhurst, 
2017). O pressuposto inscrito nessa concepção instrumental é de que formuladores, ao usarem 
evidências, constroem uma epistemologia científica das políticas públicas, tal como imaginada 
por Lasswell (1971).

Uma mirada mais política e baseada em processos de racionalização, que estão além de 
uma visão instrumental, considera que o trabalho das políticas públicas utiliza evidências em uma 
concepção mais larga, amparada em diferentes fontes e usos que estão além de uma racionalidade 
instrumental. Evidências não se baseiam apenas em dados crus, mas compreendem textos, falas em 
contextos deliberativos, imagens e processos administrativos (Koga et al., 2022a). Esta concepção 
surge de uma perspectiva mais pragmática e construtivista das políticas públicas, assentada no fato 
de que a resolução de problemas públicos é orientada pelo envolvimento, discurso e trocas entre os 
diferentes atores no processo de produção dessas políticas.

Ou seja, o conceito de evidências não é consensual no campo de conhecimento das políticas 
públicas. Embora haja esse dissenso, a discussão sobre políticas públicas baseadas em evidências 
ganha um novo personagem no processo de instrumentalização da tomada de decisão. O imaginário 
de Lasswell de uma epistemologia científica das políticas públicas ganhou um enorme reforço com 
o surgimento de big data e o uso crescente de inteligência artificial, especialmente de algoritmos de 
machine learning (El-Taliawi, Goyal e Howlett, 2021). O uso de dados em políticas públicas 
para alimentar sistemas de inteligência artificial baseados em machine learning cria uma nova 
epistemologia que sustenta o trabalho de policymakers. Essa nova epistemologia compreende a ideia 
de que o emprego desses sistemas amplifica as capacidades analíticas do setor público e, por sua vez, 
a sustentação do processo decisório em evidências (Dunleavy e Margetts, 2013). Policymakers, tendo 
o trabalho otimizado para produzir políticas públicas, atuam em um imaginário positivista como 
engenheiros sociais, criando intervenções informadas por sistemas de conhecimento baseados em 
algoritmos de machine learning.

A motivação deste texto é exatamente discutir esse corolário do uso de evidências com 
algoritmos de machine learning. A emergência e difusão da inteligência artificial no setor público 
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criou o imaginário de que todo o processo decisório de políticas públicas é sustentado em uma 
concepção larga de evidências.

4 CIÊNCIA OU ALQUIMIA?

Uma visão puramente positivista das políticas públicas pode compreender a ideia de que o desenho  
de uma política pública envolve o conhecimento de um problema, o conhecimento de uma solução 
e a construção de intervenções governamentais na sociedade, as quais são implementadas institucio-
nalmente para realizar um objetivo. Tanto a formulação quanto a implementação de uma política 
pública dependem de um sistema de conhecimento, em que evidências contribuem em todas as 
fases do ciclo de políticas públicas. Neste corolário, capacidades analíticas dos formuladores são 
fundamentais tanto para conhecer os problemas quanto para formular e implementar uma política 
(Koga et al., 2023).

Algoritmos de machine learning têm o potencial de aprimorar essas capacidades analíticas e, 
assim, podem ser incorporados em todas as fases do ciclo de políticas públicas (Valle-Cruz et al., 
2020; Porciello et al., 2020). Na identificação dos problemas e da agenda, eles permitem que 
governos analisem dados provenientes de mídias sociais e construam perspectivas sobre a atenção 
dada pelos cidadãos a problemas (Giest, 2017). No que diz respeito à formulação, algoritmos de 
machine learning podem, de forma a incorporar todo o desenho da política, realizar diferentes tarefas e 
apoiar a tomada de decisão. Na implementação de políticas públicas, podem executar tarefas diferentes 
relacionadas ao estado de bem-estar social (Coles-Kemp et al., 2020) e implementar ações de poli-
ciamento preditivo e diversas tarefas da política de segurança (Meijer e Wessels, 2019), por exemplo.

Nessas diversas situações podemos argumentar que algoritmos de machine learning aprimoram 
as capacidades analíticas do Estado porque incorporam, antes de qualquer coisa, um sistema de 
conhecimento e aprendizagem automatizado que molda todo o ciclo das políticas públicas. São 
algoritmos que entregam atividades analíticas baseadas em dados de forma mais rápida e eficiente 
(Giest, 2017), além de criarem uma perspectiva científica das políticas públicas, supostamente 
realizando o imaginário de Lasswell. Eles produzem, ainda, novos frames para a institucionalização 
governamental e ação de formuladores de políticas públicas em contextos variados (Mendonça, 
Filgueiras e Almeida, 2023). Em outras palavras, algoritmos de machine learning têm o potencial 
para criar uma mudança epistemológica das políticas públicas, mudando toda a estrutura de conheci-
mento e aprendizado utilizada por formuladores e implementadores de políticas (El-Taliawi, Goyal e 
Howlett, 2021). Argumenta-se que algoritmos estão transformando diversos aspectos organizacionais 
do Estado, criando um processo de “algoritmização” da burocracia (Meijer, Lorenz e Wessels, 2021).

Essa mudança epistemológica decorre do fato de que a inteligência artificial é uma ferramenta 
potente para conhecer e agir, funcionando como mecanismo de racionalização que facilita a eficiência 
e eficácia do serviço público, associado à maior velocidade de produção da informação. Além disso, 
essa mudança decorre de várias políticas difundidas por organizações internacionais que influen-
ciam o conhecimento dentro das burocracias estatais, com destaque para a OECD (2014). Nesse 
contexto de mudança epistêmica, criou-se um imaginário otimista de que o método de machine 
learning amplifica o uso de evidências. Entretanto, esse processo em políticas públicas não seria, na 
verdade, uma alquimia?
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Ali Rahimi, um pesquisador de inteligência artificial da Google, afirmou em uma confe-
rência que algoritmos de machine learning representam não uma atividade puramente científica, 
mas uma forma de alquimia. Alquimia é uma pseudociência da antiguidade que buscava a fusão 
de metais em ouro, o elixir da vida e a pedra filosofal. Segundo Rahimi, pesquisadores e designers de  
algoritmos de machine learning não têm critérios rigorosos para a escolha de uma arquitetura 
de inteligência artificial sobre outra – visto que não existem padrões para a escolha dos dados de 
entrada – e sofrem de problemas de reprodutibilidade que impedem que outros pesquisadores ou 
reguladores testem esses sistemas em função de práticas experimentais inconsistentes (Hutson, 2018).

Além dos problemas de reprodutibilidade, algoritmos de machine learning não são transparentes com 
relação à forma como processam dados e constroem informação; são produtos industriais prontos, 
aplicados com diversos propósitos, mensurados em termos de um objetivo prático e não do processo. 
Ademais, são opacos com relação aos procedimentos adotados, não permitindo, assim, controle de 
suas operações aplicadas em diversos campos da sociedade (Pasquale, 2015). Sem que sejam transpa-
rentes, algoritmos de machine learning não são passíveis de responsabilização pelos cidadãos (Binns, 
2018), e não possibilitam formas de aprendizado que permitam alterar seus termos. Ao contrário 
disso, algoritmos de machine learning incorporam todo o sistema de conhecimento e produzem 
as suas próprias formas de aprendizado – supervisionado ou não –, sem permitir a formuladores 
construir mecanismos de feedback para além daqueles que já estão incorporados na forma de dados.

Assim, algoritmos de machine learning espelham mais uma prática de alquimia do que um 
trabalho científico rigoroso. E aplicados em políticas públicas, é difícil sustentar que o ambiente 
de evidências seja melhorado e possa incidir na produção de políticas. Afirmar que algoritmos de 
machine learning facilitam a produção de evidências e, por sua vez, as capacidades analíticas do 
Estado pode nos fazer incorrer em oximoros que, na prática, não se fundamentam. Isto porque 
dados não são neutros. Como um objeto de conhecimento que classifica ou hierarquiza coisas ou 
pessoas, dados podem ser elementos que produzem vieses analíticos, hierarquias sociais ou distorções 
no entendimento das coisas (Gitelman e Jackson, 2013).

Aplicados em sistemas de inteligência artificial, bases de dados enviesadas podem produzir toda 
sorte de injustiça algorítmica, fazendo com que a estrutura de conhecimento reflita desigualdades 
as mais diversas, no campo racial (Benjamin, 2019; Noble, 2018), de gênero (Joyce et al., 2021), 
ou toda sorte de desigualdades sociais que punem os mais pobres (Eubanks, 2018). O relatório de 
Philip Alston, no âmbito da Assembleia Geral da Organização das Nações Unidas, mostra como 
os governos em todo o mundo transformaram silenciosamente a dinâmica de acesso aos direitos 
sociais por meio de algoritmos de machine learning, criando a necessidade de um novo corpo de 
direitos – direitos digitais – para proteger as pessoas mais vulneráveis diante do digital welfare state 
(Alston, 2019). Exemplos abundam nessa direção.

No Brasil, tais exemplos também são abundantes. O Instituto Nacional do Seguro Social 
(INSS) centraliza as políticas de proteção social com especial enfoque no sistema de aposentadorias 
e benefícios sociais. Como resposta para o aumento de demanda da sociedade para concessão e 
revisão de benefícios sociais, o INSS passou a adotar algoritmos de machine learning que analisem os 
requerimentos. Em outras palavras, um algoritmo de machine learning analisa o requerimento textual 
e os dados de registros administrativos do INSS para conceder ou não o benefício. Em estimativa 
do Tribunal de Contas da União (TCU), cerca de 60% dos pedidos são recusados sem análise de 
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mérito, criando, na expressão do ministro Aroldo Cedraz, um sistema de “desproteção social” no 
Brasil. Segundo o ministro, em decisão exarada em acórdão do TCU, “é essencial que algoritmos 
sejam validados de forma criteriosa, com seus resultados sendo submetidos à revisão humana pelo 
período necessário para se obter segurança de que não existem falhas detectáveis que possam trazer 
prejuízo a qualquer das partes” (Brasil, 2023, p. 22).

De forma geral, algoritmos transformam as ideias por trás das políticas de proteção social. 
O uso extensivo de algoritmos de machine learning na proteção social cria uma perspectiva liberal 
restrita de concessão de benefícios e uma concepção ambígua atrelada à desconfiança. Ou seja, 
uma concepção que se concentra na auditoria dos benefícios e desmantelamento da efetividade da 
proteção, em uma tendência mundial de desmantelamento do estado de bem-estar por meio 
da digitalização (Collington, 2022). O que fica visível é que as mudanças epistêmicas do trabalho 
com as políticas públicas, que surgem com a instrumentalização de machine learning, estão centradas 
em ideias, perspectivas e enquadramentos de um mundo produzido artificialmente, voltado para 
a racionalização das políticas. Em outras palavras, o desenho de algoritmos é movido por ideias e 
enquadramentos que buscam um conhecimento baseado em dados como instrumento que justifique 
mudanças a partir de um objetivo – político – determinado (Mendonça, Filgueiras e Almeida, 2023).

Esse exemplo ilustrativo nos indica alguns caminhos a adotar quando algoritmos de machine 
learning são utilizados no ciclo das políticas públicas como produtores de evidências. O fato de estas 
tecnologias trabalharem com grandes volumes de dados não é uma condição suficiente para afirmarmos 
que machine learning expande a disponibilidade de evidências para a tomada de decisão em políticas 
públicas. Esses grandes volumes e diversidade de dados podem acelerar o uso de informações diversas  
que, por sua vez, podem ser captadas de diferentes formas. Entretanto, os problemas de design da 
tecnologia e as escolhas que os designers fazem com relação aos conjuntos de dados que serão utilizados, 
assim como a arquitetura analítica do algoritmo, borram as fronteiras entre ciência e alquimia, 
requerendo mecanismos de governança das inteligências artificiais e de controle de seus efeitos na 
sociedade. Em diversas situações, inteligências artificiais são aplicadas sem que seja possível calcular 
um curso de ação a partir de dados.

5 INTUIÇÃO E PRÁTICA

Segundo Amoore (2014), o trabalho com a inteligência artificial, especialmente os algoritmos de 
machine learning, requer um outro tipo de capacidade dos designers, mais imaginativa e intuitiva. 
Esse corolário de Amoore (2014), baseado nas críticas de Wittgenstein (1972) a Turing (1950), 
apoia-se no fato de que, em muitas situações, sistemas são feitos para calcular o incalculável, 
demandando mais um trabalho com a automatização do cálculo e imaginação da rotinização de 
procedimentos que incidam diretamente no mundo real. Algoritmos, assim, têm incorporados 
em si uma intuição matemática que traz uma série de efeitos políticos, demandando dos designers 
de sistemas uma nova capacidade: a imaginação.

Aplicados a políticas públicas, algoritmos de machine learning não produzirão, por si, evidências 
a respeito de um problema ou tarefa, mas mecanismos de otimização que se baseiam mais em um 
uso intuitivo de informações para imaginar futuros possíveis. Imaginar futuros possíveis com o apoio 
de predições e simulações feitas por sistemas baseados em machine learning possibilita lidar com o 
incalculável e projetar o redesenho de políticas e recomposição de seus objetivos.
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Seguindo o argumento aqui traçado, podemos dizer que sistemas de machine learning não 
trabalham e nem incrementam o trabalho com evidências em políticas públicas, embora sejam reves-
tidos de cálculos matemáticos variados e um processo de racionalização organizacional e política. Em 
outras palavras, o aprendizado de máquina aplicado para produzir evidências em políticas públicas 
tem efeitos políticos diversos, que precisam ser mapeados na forma de riscos ao funcionamento de 
sistemas que sustentem a tomada de decisão e a realização de tarefas. O insight da imaginação e intuição 
como uma capacidade de formuladores não nos permite afirmar a construção de uma concepção 
científica das políticas públicas, mas a coexistência de um sistema político que incorpora sistemas 
sociotécnicos diversos que são capazes de alterar e instrumentalizar vários aspectos da sociedade por 
meio da interação entre humanos e máquinas.

Considerar esse caminho de uma capacidade imaginativa e intuitiva de gestores é, talvez, a 
grande mudança que sistemas de inteligência artificial incutem no conhecimento de formuladores 
e implementadores de políticas públicas, operando entre o trabalho com evidências, em um sentido 
mais largo, e a busca pela pedra filosofal, à medida que sistemas sociotécnicos aceleram transformações 
e práticas dentro do setor público.

6 CONCLUSÃO: ENTRE CIÊNCIA E ALQUIMIA, AS EVIDÊNCIAS EM POLÍTICAS PÚBLICAS

Sistemas de machine learning têm produzido mudanças epistemológicas e práticas relacionadas à 
produção de políticas públicas. As mudanças que hoje ocorrem no conhecimento sobre políticas 
públicas criam um novo paradigma epistêmico de policy science decorrente da emergência de novas 
tecnologias e crises correlacionadas, estando esse novo paradigma atrelado a mudanças teóricas e 
práticas (Hartley e Kuecker, 2022).

A partir de grandes volumes de dados que governos coletam e armazenam cotidianamente, as 
possibilidades para criar aplicações que incidam diretamente no processo das políticas são diversas e 
variadas, sustentadas em informações produzidas a partir de dados. Mas a diversidade de algoritmos 
e de aplicações possíveis com machine learning não necessariamente permite sustentar a expansão e 
o uso de evidências em políticas públicas. Ter mais dados disponíveis não significa, necessariamente, 
mais evidências. Evidências requerem processamento e a construção de informações que podem ser 
testadas, falseadas e controladas para atingir um objetivo de conhecimento. Evidências requerem, 
portanto, procedimentos rigorosos com relação à coleta e ao processamento de dados para atingir 
o objetivo proposto.

Machine learning dispensa esses procedimentos de coleta e processamento, como uma teoria 
do processo de políticas públicas em que, em um passe de mágica, algoritmos aprendem a partir 
de bases de dados de treinamento e produzem, com esse conhecimento alquímico, efeitos diversos 
na sociedade, com diretrizes mais políticas e intuitivas do que científicas. O incalculável, seguindo 
Amoore (2014), faz com que a intuição seja essencial, empacotada como uma capacidade nova 
quando algoritmos de machine learning são difundidos no setor público como uma solução à procura 
de problemas. Mais do que isso, machine learning oferece opções plausíveis para prever ou simular 
alternativas, mas não necessariamente evidências, ainda mais se considerando mudanças e crises 
epistêmicas que são moldadas no cenário político em função de tecnologias disruptivas (Hartley e 
Kuecker, 2022; Benkler, Faris e Roberts, 2018). Inteligência artificial é uma forma de entendimento 
da intuição (Frantz, 2003).
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Lasswell (1971, p. 444) argumentou que “o computador de alta velocidade tem sido (...) uma 
ferramenta revolucionária. Com efeito, permite que um ponto de vista contextual e multivalorado 
(‘filosófico’) passe da fantasia e da exortação à realidade”. O imaginário positivista de Lasswell (1971) 
não permitiu conceber que mudanças em policy science decorrem de um mundo mais imprevisível, 
crítico e impensável, e que mesmo computadores abastecidos com algoritmos de machine learning 
podem errar quando dados não necessariamente produzem informação. Ao contrário do imaginário 
de Lasswell, algoritmos de machine learning rompem com a epistemologia de policy science ao 
introduzir uma nova forma de conhecimento baseada em tentativas e erros, artesanato com dados 
e intuições matemáticas.

Não por acaso, a disrupção contemporânea em políticas públicas exige de formuladores mais 
experimentação, tentativa e erro e processos de governança de tecnologias emergentes que ainda 
não estão definidos e empacotados a priori (Filgueiras e Raymond, 2023). Tecnologias disruptivas 
como inteligência artificial não desafiam as capacidades administrativas, gerenciais, políticas e rela-
cionais. Elas desafiam a imaginação e a intuição de burocratas para lidar com problemas complexos 
e produzir soluções plausíveis mais inclusivas, justas e democráticas.
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